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1 はじめに

補聴器を利用する場合，周囲の雑音の影響で目的
音声の品質が劣化するため，目的音声の抽出処理が
必要となる．補聴器システムにおける音声抽出処理
には，目的話者の位置や空間情報が未知であっても頑
健に動作するブラインド音源分離 (blind source sep-
aration: BSS) や一部の音源に教師データがある半教
師あり音源分離が有効である．中でも独立低ランク行
列分析 (independent low-rank matrix analysis: IL-
RMA) [1]は安定で高精度な音源分離を達成している．
ILRMA を半教師あり音源分離に拡張した手法とし
て，基底共有型 ILRMA (basis-shared ILRMA: BS-
ILRMA) が提案されている [2]．BS-ILRMAは災害
環境用のロボットのために提案された手法であり，ロ
ボット自身が発するエゴノイズから生存者の声を分
離する．目的音声の教師信号は得られないが，エゴノ
イズは前もって収録できるため，半教師ありの枠組み
を使うことができる．補聴器を使う状況においても，
会話直前の数秒の雑音区間など，事前に雑音のサン
プルを利用することで，半教師あり音源分離である
BS-ILRMAを利用可能となる．しかし，雑音のサン
プル数などが大きく異なるため，補聴器システムに
対する BS-ILRMAの有効性は明らかでない．
ILRMAや BS-ILRMAは線形時不変フィルタであ
るため，雑音が全方位から到来する拡散性雑音など
の目的音源方位に雑音が存在する場合，その雑音は
原理的に分離が不可能である．そこで，拡散性雑音が
存在する状況を対象とした音声抽出法である，ラン
ク制約付き空間共分散行列 (spatial covariance ma-
trix: SCM) 推定法 [3]が提案されている．この手法
は非負値行列因子分解 (nonnegative matrix factor-
ization: NMF) [4] を多チャネル化した多チャネル
NMF [5]と同様に，各音源の空間伝達特性を表現す
る SCMを推定する．ランク制約付き SCM推定法は
次の二段階の処理からなる．前段では ILRMAを用
いて空間パラメータを推定し，後段では得られた空
間パラメータから目的音源方位に残留する雑音を推
定し抑圧する．多チャネルNMFは推定するパラメー
タの数が多く計算コストが大きい一方，ランク制約
付き SCM推定法は，ILRMAで推定された高精度な
空間パラメータを用いることで推定すべきパラメー
タの数を削減しているため，多チャネルNMFより効
率的かつ初期値に頑健な分離を可能にしている．
これまで我々は，スマートフォンを用いた分散マ
イクロホンアレー補聴器システムを提案している [6]．
スマートフォンのマイクロホンを利用することで，マ
イクロホンの数が増えるだけでなく両耳から離れた
距離にある空間の情報が得られるため，さらに高品
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質な分離が可能となる．上記の分散マイクロホンア
レー補聴器システムにおいて，我々は前処理として
ILRMAを用いたランク制約付き SCM推定法におけ
る有効性を確認している．ランク制約付き SCM推定
法の前段にBS-ILRMAを用いて雑音の学習を取り入
れることで，さらに高品質な分離ができると期待で
きる．本研究では，まず分散マイクロホンアレー補聴
器システムのデータにおけるBS-ILRMAの有効性を
明らかにする．さらに，ランク制約付き SCM推定法
とBS-ILRMAを組み合わせることでより高品質な分
離を達成することを示す．

2 定式化及びBSS手法

2.1 定式化
N 個の音源信号を M 個のマイクロホンで

収録し，観測した信号を分離することを考える．
短時間フーリエ変換 (short-time Fourier trans-
form: STFT) によって得られる複素時間周波数
成分における音源信号，観測信号，及び分離信
号をそれぞれ，sij = (sij,1, . . . , sij,n, . . . , sij,N )，
xij = (xij,1, . . . , xij,m, . . . , xij,M )，及び yij =

(yij,1, . . . , yij,N )とする．ここで，i = 1, . . . , I，j =
1, . . . , J，n = 1, . . . , N，及び m = 1, . . . ,M はそ
れぞれ周波数ビン，時間フレーム，音源信号，及び
観測信号のインデクスである．各音源が点音源であ
り，STFTの窓長が残響時間より十分短いとする瞬時
混合仮定では，各周波数ビンにおいて混合行列 Ai =
(ai,1 · · ·ai,N ) ∈ CM×N が存在し，次のように書ける．

xij = Aisij (1)

ただし，ai,n は周波数 iにおける音源 nのステアリ
ングベクトルである．M = N かつAiが正則である
場合，Ai の逆行列 W i = (wi,1 · · ·wi,N )H ∈ CN×M

を推定することで，次のように分離信号が得られる．

yij = W ixij (2)

2.2 ILRMA [1]

ILRMAでは，音源 nの各時間周波数成分が　

sij,n ∼ Nc (0, rij,n) (3)

rij,n =
∑
l

til,nvlj,n (4)

なる単変量複素ガウス分布に従い生起する確率生成
モデルを仮定する．ここで，til,n ≥ 0，vlj,n ≥ 0は
NMFにおける基底行列 T n ∈ RI×L とアクティベー
ション行列 V n ∈ RL×J の成分であり，l = 1, . . . , L
は基底のインデクス，Lは基底数である．また，rij,n
は音源 nの音源モデルに相当し，NMFにより低ラン
クの仮定が導入されている．式 (1)と多変量複素ガウ
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ス分布の再生性より，xij も多変量複素ガウス分布

xij ∼ Nc

(
0,
∑
n

rij,nai,na
H
i,n

)
(5)

に従う．ILRMAのコスト関数 JILRMAは観測信号の
負対数尤度関数であり，次のように定義される．

JILRMA =

N∑
n

∑
i,j

[
|yij,n|2

rij,n
+ log rij,n

]
− 2J

∑
i

log |detW i|+ const. (6)

NMF変数 til,n，vlj,n及び分離行列W i = A−1
i は尤

度最大化により推定される．

2.3 ランク制約付き SCM推定法 [3]

ランク制約付き SCM推定法は 1個の方向性目的音
源と拡散性雑音が混合している状況を対象とした手
法である．ランク制約付き SCM推定法は二段階の処
理からなる．前段では ILRMAなどを用いて線形時不
変フィルタを推定し，後段では得られた空間パラメー
タから目的音源方位に残留する雑音を推定し抑圧す
る．ILRMAを適用したM 個の分離音のうち，方向
性目的音が含まれる分離音には雑音が混入する一方，
それ以外のM − 1 個の分離音はほぼ雑音のみで目的
音の混入が非常に少ない [7]．このM − 1個の雑音の
みの信号から推定された SCMはランクがM − 1と
なる [3]．フルランク（即ちランク M）であることが
期待される拡散性雑音の SCMの推定値は，ランクが
１つ落ちている．目的音源方位の雑音を除去するため
にはフルランクの SCMが必要なため，不足したラン
ク 1空間基底を加算するモデル化を行い，パラメー
タを推定する．最後に多チャネルウィーナフィルタを
構成し，目的音源方位の拡散性雑音を低減する．
ランク制約付き SCM 推定法のモデルは観測
信号 xij を目的音源のソースイメージ hij =
(hij,1, . . . , hij,M )⊤ と拡散性音源のソースイメー
ジ uij = (uij,1, . . . , uij,M )⊤ の和として次のように
表す．

xij = hij + uij (7)

目的音源のソースイメージ hij は，ILRMAによって
得られたステアリングベクトル ai,1, . . . ,ai,N のうち
目的音源に対応するベクトル a

(h)
i =: ai,nh

と，目的
音源のドライソース s

(h)
ij を用いて次のように表す．

hij = a
(h)
i s

(h)
ij (8)

s
(h)
ij ∼ Nc

(
0, r

(h)
ij

)
(9)

ここで，nh は目的音源に対応する音源インデクス，
r
(h)
ij は目的音源の分散である．目的音源として音声を

想定しているため，目的音源の分散 r
(h)
ij はスパース

性を有するとし，事前分布として逆ガンマ分布を仮
定する．

p(r
(h)
ij ;α, β) =

βα

Γ(α)

(
r
(h)
ij

)−α−1

exp

(
− β

r
(h)
ij

)
(10)

ここで，α > 0は形状母数，β > 0は尺度母数，Γ(·)
はガンマ関数を表す．

一方，拡散性音源のソースイメージ uij は目的音
源のソースイメージ hij とは独立な多変量複素ガウ
ス分布に従うと仮定する．

uij ∼ Nc

(
0, r

(u)
ij R

(u)
i

)
(11)

ここで，r
(u)
ij とR

(u)
i はそれぞれ拡散性音源の分散と

SCMである．ILRMAによって推定された分離フィ
ルタ wi,nを用いて，拡散性音源の SCM R

(u)
i は次の

ようにモデル化される．

R
(u)
i =R′(u)

i + λibib
H
i (12)

R′(u)
i =

1

J

∑
j

W−1
i (|wH

i,1xij |2, . . . , |wH
i,nh−1xij |2, 0,

|wH
i,nh+1xij |2, . . . , |wH

i,Nxij |2)(W−1
i )H (13)

ここで，R′(u)
i は ILRMAによって推定された雑音の

ランクM−1 SCMであり，biはR′(u)
i の零固有値に

対応する単位固有ベクトル，λiは補完される成分の大
きさを表す．ここで，R

(u)
i において推定すべき変数

は λiだけであり，ILRMAによって推定されたR′(u)
i

と biを固定して最適化を行う．以上より，式 (10)の
目的音源の分散の事前分布を考慮したランク制約付
き SCMモデルの負対数事後確率 Lは次のように表
される．

L(r(h)ij , r
(u)
ij , λi) =

∑
i,j

[
xH

ij(R
(x)
ij )−1xij + log detR

(x)
ij

+ (α+ 1) log r
(h)
ij +

β

r
(h)
ij

]
+ const.

(14)

R
(x)
ij =r

(h)
ij a

(h)
i a

(h)
i

H
+ r

(u)
ij R

(u)
i (15)

変数 r
(h)
ij , r

(u)
ij , λi は、L を最小化するように

expectation-maximization アルゴリズムによって最
適化される [3]．

3 BS-ILRMA [2]の分散マイクロホンア
レー補聴器システムへの適用

BS-ILRMAは人の進入が困難な災害環境で生存者
の声を検知するロボットのための手法として提案さ
れた．BS-ILRMAは前もって収録されたロボットの
エゴノイズを利用した半教師あり音源分離である．一
方，補聴器を使う状況においても，会話直前の数秒の
雑音区間など事前に雑音のサンプルを利用すること
で半教師あり音源分離を適用することが可能である．
BS-ILRMAはM =N の条件のうち，N ′ =M ′ =

N−1個の雑音源と 1個の目的音源が存在する状況を仮
定している．事前に得られるM ′チャネルの雑音のサン
プルを x

(noise)
ij′ = (x

(noise)
ij′,1 , . . . , x

(noise)
ij′,m′ , . . . , x

(noise)
ij′,M ′ )，

分離対象である M チャネルの観測信号を x
(mix)
ij =

(x
(mix)
ij,1 , . . . , x

(mix)
ij,M )⊤ と表す．ここで，j′ = 1, . . . , J ′

及びm′ = 1, . . . ,M ′ は雑音サンプルの観測信号のフ
レーム及びインデクスである．
単純に ILRMAを半教師ありにする場合，半教師
あり NMF [8]と ILRMAを組み合わる手法が考えら
れる．即ち，雑音のサンプル x

(noise)
ij′ を ILRMAに適

用し，N ′ 個の雑音の基底行列 T
(noise)
n′ ∈RI×L

≥0 を学
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習させ，学習済みの基底行列を用いて，もう一つの
ILRMAでM チャネルの観測信号 x

(mix)
M を分離する

方法 (semi-supervised ILRMA: SS-ILRMA)である．
ここで，n′ = 1, . . . , N ′は雑音サンプルの音源のイン
デクスである．しかし，単純な半教師ありアプローチ
ではW i と基底行列の間のスケールの不定性が雑音
の教師基底行列 T

(noise)
n′ のスペクトル構造を崩壊さ

せる可能性がある [2]．
この問題に対処するため BS-ILRMA が提案さ
れた．BS-ILRMA の概要を Fig. 1 に示す．ここ
で，W

(noise)
i ∈ CN ′×M ′

及び W
(mix)
i ∈ CN×M

は，雑音サンプル x
(noise)
ij′ 及び観測信号 x

(mix)
ij に

対する分離行列である．X
(noise)
m′ ∈ CI×J′

及び

Y
(noise)
n′ ∈ CI×J′

はそれぞれ x
(noise)
ij′ 及び y

(noise)
ij′ =

(y
(noise)
ij′,1 , . . . , y

(noise)
ij′,N ′ )⊤ のm′ 及び n′ 番目のスペクト

ログラムである．X(mix)
m ∈ CI×J及びY (mix)

n ∈ CI×J

はそれぞれx
(mix)
ij 及び y

(mix)
ij = (y

(mix)
ij,1 , . . . , y

(mix)
ij,N )⊤

の m及び n番目のスペクトログラムである．また，
| · |.2は要素毎の 2乗を表す．T n′ ∈ RI×L

≥0 は雑音サン
プルの音源に対する共有基底行列，TN ∈ RI×L

≥0 は目

的音源に対する非共有基底行列，V (noise)
n′ ∈ RL×J′

≥0 及

びV (mix)
n ∈ RL×J

≥0 はY
(noise)
n′ 及びY (mix)

n に対応する
アクティベーション行列である．BS-ILRMAは二つの
ILRMAを使用する．一方ではW

(noise)
i 及び y

(noise)
ij′

を推定するため，ILRMAを雑音サンプル x
(noise)
ij′ に

適用する．もう一方ではW
(mix)
i 及び y

(mix)
ij を推定

するため，ILRMAを観測信号 x
(mix)
ij に適用する．最

も重要な点は，雑音サンプルの音源に対する基底行
列 T n′ は二つの ILRMA間で共有されており，これ
らのモデルにおける全ての変数は同時に最適化され
ていることである．共有基底行列 T n′ は x

(noise)
ij′ 及

び x
(mix)
ij の両方で類似したスペクトルを表さなけれ

ばならないため，雑音サンプルのスペクトルパター
ンは T n′ によって捉えられ，基底行列 TN は結果的
に残った目的音源のスペクトルパターンを表現する．
BS-ILRMAのコスト関数は，二つの ILRMAのコ
ストの和として次のように定義される．

J =
1

N ′

{
N′∑

n′=1

∑
i,j′

[
|y(noise)

i,j′,n′ |2∑
l til,n′v

(noise)

lj′,n′

+log
∑
l

til,n′v
(noise)

lj′,n′

]

− 2J ′
∑
i

log | detW (noise)
i |

}

+
1

N

{
N∑

n=1

∑
i,j

[
|y(mix)

i,j,n |2∑
l til,nv

(mix)
lj,n

+log
∑
l

til,nv
(mix)
lj,n

]

+
∑
i,j

[
|y(mix)

i,j,N |2∑
l til,Nv

(mix)
lj,N

+log
∑
l

til,Nv
(mix)
lj,N

]

− 2J
∑
i

log | detW (mix)
i |

}
(16)

ここで，til,n′ 及び til,N はそれぞれ T n′ 及び TN の
要素，v

(noise)
lj,n′ 及び v

(mix)
lj,n はそれぞれ V

(noise)
n′ 及び

V (mix)
n の要素を表す．共有されないパラメータの更
新式は [1]と同じである．一方，共有基底 til,n′ に関
して式 (16)を直接最小化することは困難であるため，
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<latexit sha1_base64="E9La2cc2eP5CLKa8hH5iJeBEb9A="></latexit>

T n0
<latexit sha1_base64="G3FZgZWPVcGl6B4aovBr0oSnJGw="></latexit>

T n0
<latexit sha1_base64="G3FZgZWPVcGl6B4aovBr0oSnJGw="></latexit>

TN
<latexit sha1_base64="00EkY3MnlgI05jxCVjjinxyGyGY="></latexit>

V (mix)
n

<latexit sha1_base64="UaENbapslqa/JJRD/V+yu0C5vEk="></latexit>

V (noise)
n0

<latexit sha1_base64="0AMSupYIsXZzd1JfMbpQDEOVg0U="></latexit>

M = N
<latexit sha1_base64="SPoTmrcfC9mhnzebbAxnGAAGM6E="></latexit>

N=N 0+1
<latexit sha1_base64="vaXRcQuGvqpYucdhkav40e5rMro="></latexit>

N 0
<latexit sha1_base64="STvE2NMKQuKNCDuWuE2M+VrkDDg="></latexit>

N
<latexit sha1_base64="0eS7kwl1cTM/KHQstzbK2uM3Nwg="></latexit>

Fig. 1 Overview of BS-ILRMA, where upper and
lower models are simultaneously optimized.

補助関数法に基づき補助関数を設計し，これを最小
化することで局所最適解を得る [2]．
BS-ILRMAはロボットのエゴノイズと目的音源を

分離するタスクにおいて，有効な手法であることが明
らかにされている [2]．ランク制約付き SCM推定法
は目的音方位の雑音を抑圧するため，処理の前段と
して ILRMAによって空間パラメータを推定する．本
研究では，ランク制約付き SCM推定法の前段部分に
BS-ILRMAを適用した手法を提案する．BS-ILRMA
は ILRMAと同様に線形フィルタであるが，ILRMA
に比べて高い性能が期待できるため，ランク制約付
き SCM推定法の前処理として BS-ILRMAを用いて
空間パラメータを推定することで，さらに高品質な
音声抽出処理が行えると考えられる．

4 評価実験

4.1 BS-ILRMAの性能評価

本研究の目的は分散マイクロホンアレー補聴器シス
テムで収録したデータに対して，ランク制約付きSCM
推定法の初期化方法にBS-ILRMA を用いた場合の分
離性能を評価することである．そこでまず，分散マイ
クロホンアレー補聴器システムに対する BS-ILRMA
の有効性を確認する．分散マイクロホンアレー補聴器
システムで収録したデータに対して，通常の ILRMA，
雑音サンプルを用いて事前に基底を学習して分離を
行う SS-ILRMA，及び基底共有により雑音学習用と
分離用のモデルを同時に最適化するBS-ILRMAを比
較した．残響時間 300 msの室内に，片耳に 3つ，ス
マートフォンに 2つ，計 8つのマイクロホンを装備
したダミーヘッドを置き，収録したインパンルス応
答と拡散性雑音を用いて評価した [6]．ダミーヘッド
から目的音源までの距離を 75 cm，100 cm，150 cm，
また正面方位を 0◦，左側をマイナスとして，角度を
−20◦，0◦，20◦に変更して収録した．音声データベー
ス JNAS [9]の女声データ 1 文に収録したインパルス
応答を 16 kHzにダウンサンプリングし畳み込んだも
のを目的信号とした．目的音声が発話される直前の 2
秒間に雑音区間を設け，この 2秒の雑音区間を学習に
用いた．STFTにおいて窓長 64 msのハミング窓を
32 msシフトで用いた．実験するにあたり，入力 SNR
は −10 dB, −5 dB, 0 dBの 3通りを用い，ILRMA，
SS-ILRMA，BS-ILRMAの基底数は 10，更新回数は
それぞれ 50 回とした．主成分分析を用いて観測信号
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Fig. 2 Average SDR improvements under each in-
put SNR condition.

の白色化を行い，分離行列の初期化方法は単位行列と
した．基底行列とアクティベーション行列は一様乱数
により初期化した．SS-ILRMAについては雑音の事
前学習として，基底を 50回更新したものを使用した．
異なる乱数初期値で 10 回試行した．以上の条件で，
評価尺度として source-to-distortion ratio (SDR)改
善量 [10] を用いて，右耳外耳道付近のマイクロホン
での各角度及び異なる乱数初期値での結果を平均し
て比較した．
結果を Fig. 2 に示す．ほぼ全ての場合において，

BS-ILRMA が通常の ILRMA や SS-ILRMA に比べ
て SDR改善量が高い．このことから，ランク制約付
き SCM推定法の初期化方法に BS-ILRMAを用いる
ことで従来に比べ高品質な分離ができると考えられる．

4.2 ランク制約付きSCM推定法へ適用した場合の
性能評価

4.1節の結果を踏まえ，次に ILRMA，SS-ILRMA，
BS-ILRMAのそれぞれを初期化方法としてランク制
約付き SCM 推定法を適用した場合の分離性能につ
いて調査する．実験データや ILRMA，SS-ILRMA，
BS-ILRMAの条件は 4.1 節と同様である．ランク制
約付き SCM推定法における形状母数パラメータ αは
20とし，尺度母数パラメータ βは 10−16とした．ま
た少ない反復回数で高い分離性能を達成することが
分かっているため，ランク制約付き SCM推定法の反
復回数が 2 回目の結果を用いて比較した [6]．
ILRMA, SS-ILRMA, BS-ILRMAと各手法を初期
値とした場合のランク制約付き SCM推定法の結果を
Fig. 3に示す．結果から全ての場合においてランク制
約付き SCM推定法を適用した場合に SDR改善量が
向上している．中でも，BS-ILRMAを初期値とした場
合の SDR改善量が他の場合と比べて高いため，ラン
ク制約付き SCM推定法の初期化方法に BS-ILRMA
を用いることでより高い分離性能を達成できること
が分かる．

5 おわりに

本研究では分散マイクロホンアレー補聴器システ
ムにおける，BS-ILRMAの有効性および，ランク制
約付き SCM推定法の初期化方法として利用した場合
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Fig. 3 Average SDR improvements of rank-
constrained SCM estimation initialized by ILRMA,
SS-ILRMA and BS-ILRMA, where number of itera-
tions of rank-constrained SCM estimation was two.

の有効性について調査した．実験結果から，補聴器
システムに対しても ILRMAや SS-ILRMAと比較し
て BS-ILRMAは分離性能の点で有効であり，ランク
制約付き SCM推定法の初期化方法として用いること
で高い分離性能を達成することが分かった．今後は，
ランク制約付き SCM推定法の半教師ありへの拡張を
目指す．
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